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Curah hujan adalah jumlah air yang turun ke permukaan tanah selama
periode tertentu. Data curah hujan ini dicatat oleh BMKG (Badan Meteorologi
Klimatologi dan Geofisika) setiap harinya. Faktor-faktor seperti suhu,
kelembaban udara, kecepatan angin, dan aktivitas matahari mempengaruhi
curah hujan. Ketepatan dalam memprediksi cuaca sangat penting karena cuaca
memiliki dampak besar pada aktivitas masyarakat.. Penelitian ini memfokuskan
untuk meningkatkan pemahaman kita tentang Algoritma Long short Term
Memory dan menjadikan RMSE sebagai evaluasi dari prediksi Curah hujan di
Aceh.

Dalam penelitian ini mengumpulkan dataset dari dari situs web resmi
BMKG https://dataonline.omkg.go.id. Implementasi metode Long Short Term
Memory menunjukkan hasil uji performa yang bagus, Nilai epoch 75 memiliki
performa tertinggi, dengan nilai RMSE Data Train 14.88, RMSE Data Test
20.18, MAE Data Test 5.32, dan MAE Data Test 7.78. nilai epoch 150 memiliki
performa terendah, dengan nilai RMSE Data Train 13.33, RMSE Data Test
22.01, MAE Data Train 6.65, dan MAE Data Test 9.46. Hasil penelitian ini
menunjukkan bahwa bahwa pemilihan jumlah Epoch yang tepat sangat penting
untuk mencapai keseimbangan antara performa yang baik dan menghindari
overfitting pada model.

Kata Kunci: Curah Hujan, Long Short Term Memory, Analisis Cuaca, RMSE,
BMKG
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Rainfall is the amount of water that falls to the ground surface during a
certain period. This rainfall data is recorded by the BMKG (Meteorology,
Climatology and Geophysics Agency) every day. Factors such as temperature, air
humidity, wind speed, and solar activity influence rainfall. Accuracy in predicting
weather is very important because weather has a big impact on people's activities.
This research focuses on increasing our understanding of the Long Short Term
Memory Algorithm and making RMSE an evaluation of rainfall predictions in
Aceh.

In this research, Collected Datasets from the official BMKG website
https://dataonline.bmkg.go.id. The implementation of the Long Short Term
Memory method shows good performance test results. The epoch value 75 has the
highest performance, with an RMSE Data Train value of 14.88, RMSE Data Test
20.18, MAE Data Test 5.32, and MAE Data Test 7.78. The epoch value of 150
has the lowest performance, with an RMSE Data Train value of 13.33, RMSE
Data Test 22.01, MAE Data Train 6.65, and MAE Data Test 9.46. The results of
this research show that choosing the right number of Epochs is very important to
achieve a balance between good performance and avoiding overfitting of the
model.

Keywords: Rainfall, Long Short Term Memory, Weather Analys, RMSE,
BMKG
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BAB |
PENDAHULUAN

1.1 Latar Belakang

Seiring dengan perkembangan zaman dan kemajuan teknologi,
pemahaman tentang cuaca dan iklim menjadi semakin penting, terutama dalam
konteks perubahan iklim global dan dampaknya terhadap lingkungan. Cuaca
mengacu pada kondisi atmosfer di suatu lokasi dalam periode waktu tertentu. Hal
ini melibatkan faktor-faktor seperti suhu udara, tingkat kelembaban, tekanan udara,
arah dan kecepatan angin, serta kondisi awan dan curah hujan. Cuaca adalah
kondisi atmosfer yang diukur secara menyeluruh dengan mempertimbangkan
perubahan, perkembangan, dan muncul atau menghilangnya fenomena udara
(Ardytha Luthfiarta dkk., 2020). Salah satu komponen utama iklim alam adalah
curah hujan. Beberapa faktor lain yang memengaruhi cuaca termasuk suhu udara,
tekanan udara, kelembaban udara, laju uap air, awan, curah hujan, dan angin.
Karena terletak di sepanjang garis khatulistiwa, Indonesia dikenal sebagai negara
dengan iklim tropis (Nola Ritha dkk., 2016).

Badan Meteorologi, Klimatologi, dan Geofisika (BMKG) memiliki
informasi cuaca yang dapat diakses oleh setiap provinsi di Indonesia. BMKG
Aceh telah membuat prakiraan cuaca untuk digunakan sendiri, melalui Banyak
stasiun salah satunya Stasiun Sultan Iskandar Muda yang terletak di Lintang
5.52244, Bujur 95.41700, dan Elevasi 20 menggunakan model analisis cuaca yang
dibuat oleh BMKG Pusat sendiri dan berbagai sumber data, tetapi para ahli
BMKG sendiri masih menganggap prediksi tersebut masih kurang akurat.
(BMKG., 2008)

Teknologi seperti big data, machine learning, dan Internet of Things (10T)
memungkinkan pengumpulan data cuaca secara real-time dan analisis yang lebih
mendalam. Dengan pemahaman yang lebih mendalam tentang cuaca dan iklim,
diharapkan dapat dikembangkan solusi teknologi yang lebih efisien dan
berkelanjutan untuk menghadapi tantangan yang ditimbulkan oleh perubahan
iklim global.



Data curah hujan dapat digunakan untuk mengklasifikasikan iklim
berdasarkan perbandingan antara jumlah rata-rata bulan kering dengan jumlah
rata-rata bulan basah. Bulan dikategorikan sebagai kering jika curah hujannya
kurang dari 60 mm/bulan, sementara bulan dikategorikan sebagai basah jika curah
hujannya di atas 100 mm/bulan. Di antara bulan-bulan tersebut terdapat bulan
yang lembab, yang terjadi ketika curah hujannya berkisar antara 60-100 mm/bulan
(Nola Ritha dkk., 2016).

Analisis curah hujan melibatkan proses mengevaluasi data historis tentang
curah hujan untuk memahami pola, tren, dan faktor yang mempengaruhi distribusi
dan intensitas curah hujan. Curah hujan terjadi ketika air menguap dari laut, tanah,
tumbuhan, dan sebagainya, lalu mengalami pendinginan atau kondensasi pada
suhu tertentu. Uap air ini kemudian berkumpul dan membentuk awan. Semakin
banyak uap air yang bergabung dan membentuk awan, semakin banyak juga titik-
titik air yang jatuh ke bumi dalam bentuk hujan. Analisis curah hujan berusaha
untuk mengidentifikasi dan memahami faktor-faktor yang mempengaruhi jumlah
hujan yang jatuh di suatu lokasi dan waktu tertentu. Tujuannya adalah untuk
memberikan informasi yang berguna dalam perencanaan dan pengelolaan risiko,
seperti potensi banjir, kekeringan, dan dampak lainnya yang mungkin terjadi
akibat perubahan cuaca. Proses analisis curah hujan melibatkan evaluasi data
cuaca seperti suhu, kelembaban, tekanan udara, dan pola angin. Dengan
menganalisis tren dan pola tersebut, kita dapat memahami lebih baik tentang
distribusi curah hujan dan faktor-faktor yang mempengaruhinya (Diera Desmonda
dkk., 2018).

Penelitian mengenai Prediksi curah hujan sebelumnya pernah diteliti.
Salah satunya adalah penelitian (Muhammad Rizki dkk, 2020) yang berjudul
“Implementasi Deep Learning Menggunakan Arsitektur Long Short Term
Memory Untuk Prediksi Curah Hujan Kota Bandung”. Penelitian tersebut
mengidentifikasi isu utama dalam prediksi curah hujan di Kota Bandung, yaitu
ketidakpastian cuaca dan keterbatasan metode konvensional dalam menangani
data yang kompleks.



Analisis mengungkap pola musiman yang jelas, fluktuasi tak beraturan,
dan tren jangka panjang yang dipengaruhi oleh perubahan iklim. Metode Long
Short Term Memory (LSTM) menunjukkan peningkatan akurasi prediksi dengan
RMSE yang lebih rendah, terutama pada parameter optimal epoch 75 dan batch
size 1. Selain itu, penggunaan teknologi IoT memungkinkan pengumpulan data
curah hujan secara real-time, meningkatkan responsivitas terhadap perubahan
cuaca. Dengan demikian, penelitian ini menawarkan pendekatan yang lebih
canggih dan akurat dalam memantau dan memprediksi curah hujan, mendukung
berbagai sektor untuk merencanakan aktivitas mereka lebih baik sesuai kondisi
cuaca.

Pada penelitian ini, Penulis memutuskan untuk melakukan penelitian
berjudul "Analisis Curah Hujan Menggunakan Long Short Term Memory di Aceh
Besar”, tujuan utama dari penelitian ini adalah untuk meningkatkan pemahaman
tentang Algoritma Long short Term Memory dan menjadikan RMSE sebagai
evaluasi dari prediksi Curah hujan di Aceh Besar.

1.2 Rumusan Masalah
Berdasarkan latar belakang masalah di atas, rumusan masalah yang akan
dibahas pada penelitian ini adalah:
1. Bagaimana proses Analisis Curah Hujan menggunakan Metode Long
Short Term Memory (LSTM).
2. Mengukur performa Long Short Term Memory (LSTM) dalam

menganalisis curah hujan di Aceh.

1.3 Tujuan Penelitian
Tujuan penelitian ini, berdasarkan rumusan masalah di atas, adalah :
1. Mengimplementasikan Metode Long Short Term Memory (LSTM) untuk
Menganalisis Curah Hujan.
2. Mengevaluasi akurasi analisis curah hujan yang dihasilkan oleh Long
Short Term Memory dengan RMSE.
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Batasan Penelitian

Adapun batasan masalah penelitian ini yaitu :

Penelitian ini hanya menggunakan data curah hujan dari data online
BMKG (Badan Meteorologi, Klimatologi dan Geofisika).

Menggunakan Metode Long Short Term Memory dan RMSE untuk

mengevaluasi hasil.



BAB Il
KAJIAN KEPUSTAKAAN

2.1 Penelitian Terdahulu

Untuk mengembangkan penelitian yang akan penulis lakukan, maka
sangat penting untuk memiliki penelitian-penelitian terdahulu sebagai acuan,
khususnya yang berkaitan dengan penelitian yang dilakukan penulis dengan
menggunakan algoritma Long Short Term Memory.

Dalam penelitian mengenai prediksi curah hujan, banyak peneliti
menggunakan beberapa metode, seperti RNN, Fuzzy Time Series, Levenberg-
Marquardt, Backpropagation, dan LSTM. Penelitian tentang prediksi curah
hujan telah banyak dilakukan. Salah satunya, “Prediksi Curah Hujan Di Kota
Pekanbaru Menggunakan Lstm (Long Short Term Memory)" (Yos Hendra
dkk., 2023), menekankan bahwa hasil prediksi yang diperoleh tergolong
cukup baik, dengan tingkat error yang paling rendah ditemukan pada
komposisi 50% data pelatih dan 50% data test, masing-masing 21.328 dan
454.901.

Penelitian yang diteliti (Ardytha Luthfiarta dkk., 2020) dengan judul
"Analisa Prakiraan Cuaca dengan Parameter Suhu, Kelembaban, Tekanan
Udara, dan Kecepatan Angin Menggunakan Regresi Linear Berganda”
menghasilkan analisis regresi linier berganda dengan persamaan Y = 0,147X1
+ 0,078X2 - 0,356X3 + 0,019X4. Hasilnya menunjukkan bahwa variabel
suhu udara memiliki pengaruh yang positif dan signifikan terhadap koefisien
regresi sebesar 0,147 (14,7%). Pada penelitian yang berjudul “Prediksi Curah
Hujan Menggunakan Long Short Term Memory” yang diteliti oleh (Jamilatul
Badriyah dkk., 2022) penelitian ini memperoleh hasil nilai MSE 0.489, MAE
0.537 dan R2 0.497.

Penelitian yang diteliti (Aulia Herdhyanti dkk., 2022) yang berjudul
“Prediksi Curah Hujan dengan Empat Parameter menggunakan

Backpropagation (Studi Kasus: Stasiun Meteorologi Ahmad Yani)” .



Menghasilkan nilai MSE sebesar 0,006952 dengan dua neuron
tersembunyi, iterasi maksimum sebanyak 1000 iterasi, jumlah data latih
sebanyak 70% dari jumlah dataset, dan nilai learning rate sebesar 0,05.
Sedangkan akurasi terburuk didapatkan dengan nilai MSE sebesar 0,023566
dengan 2 hidden neuron, jumlah data latih sebanyak 10% dari seluruh dataset,
dan iterasi maksimum 1000 dan nilai learning rate 0,05. Penelitian lainnya
yang di teliti oleh (Diera Desmonda dkk., 2018) yang berjudul “Prediksi
Besaran Curah Hujan Menggunakan Metode Fuzzy Time Series” penelitian
ini memperoleh hasil nilai MAPE yang paling baik dihasilkan adalah 0,151%
pada periode 2015-2017 dengan menggunakan jumlah interval 401. memiliki
nilai akurasi sejumlah 99,849%.

Tabel 2. 1 Perbandingan Penelitian Terdahulu

(Yos Long Prediksi Curah Dataset Hasil data
Hendra Short Hujan Di Kota diambil dari | Training dan
dkk., Term Pekanbaru data online data Test
2023) Memrory | Menggunakan BMKG Kota | menunjukkan

Lstm (Long Short | Pekanbaru angka 50%
Term Memory) dari tahun dan RMSE
2010 -2020 | 21.328
sedangkan
MSE 454.901
dari
Percobaan ke
b




(Ardytha | Regresi Analisa Prakiraan | Dataset cuaca | Dari
Luthfiarta | linear Cuaca dengan yang Persamaan
dkk., Berganda | Parameter Suhu, | digunakan regresi linier
2020) dengan 4 | Kelembaban, bertipe data | berganda,did
Parameter | Tekanan Udara, kuantitatif apatkan hasil
dan Kecepatan dari BMKG | bahwa
Angin sebanyak Variabel suhu
Menggunakan 1.096 data udara sangat
Regresi Linear yang dimulai | berpengaruh
Berganda dari awal positif dan
Januari 2015 | signifikan
hingga akhir | terhadap
Desember Koefisien
2017 regresi
Sebesar
0,147
(14,7%)
(Jamilatul | Long Prediksi Curah Data curah hasil
Badriyah | Short Hujan Hujan di algoritma
dkk., Term Menggunakan peroleh dari | Long Short
2022) Memrory | Long Short Term | BMKG Kota | Term
Memory Surabaya dari | Memory
tahun 2015 - | (LSTM)
2022 menunjukkan
lebih baik
dibandingkan
dengan
algoritma
RNN dan
GRU dengan
nilai MSE
0.489, MAE

0.537 dan R2




(Jamilatul | Long Prediksi Curah | Data curah Hasil
Badriyah | Short Hujan Hujan di algoritma
dkk., Term Menggunakan peroleh dari Long Short
2022) Memrory | Long Short BMKG Kota Term
Term Memory Surabaya dari | Memory
tahun 2015 - menunjukkan
2022 lebih baik
dibandingkan
dengan
algoritma
RNN dan
GRU dengan
nilai MSE
0.489, MAE
0.537 dan R2
0.497
(Aulia Backpropa | Prediksi Curah | Data curah Dari 4
Herdhyant | gation Hujan dengan Hujan di ambil | Pengujian
i dkk., Empat dari dari yang di
2022) Parameter stasiun BMKG | lakukan,
menggunakan Ahmad Yani di | Akurasi
Backpropagatio | Semarang terbaik untuk
n (Studi Kasus: memprediksi

Stasiun
Meteorologi
Ahmad Yani)

Curah hujan
adalah
dengan
menggunaka
n 2 Hidden
neuron
dengan Nilai
MSE Sebesar
0,006952




(Diera

Desmonda

dkk.,
2018)

Fuzzy Prediksi Besaran | Data Curah | Nilai MAPE

Time Curah Hujan | Hujan Periode | yang paling

Series Menggunakan 2015 — 2017 | baik
Metode Fuzzy | Dengan dihasilkan
Time Series Jumlah adalah

Interval 401 0,151% Dari
data periode
2015 — 2017
dengan
menggunaka
n jumlah
interval 401.
Dengan
Akurasi
sebesar
99,849%.

Penulis dapat mencapai beberapa kesimpulan dari perbandingan

penelitian sebelumnya yang berkaitan dengan penelitian yang dilakukan oleh

penulis mengenai prediksi curah hujan menggunakan Metode Long Short

Term Memory. Kesimpulan tersebut adalah sebagai berikut :

Tinggi rendahnya akurasi dalam memprediksi Curah Hujan sangat
dipengaruhi oleh Jumlah dataset yang digunakan untuk training.
Semakin banyak dataset yang digunakan, semakin akurat prediksi
curah hujan.

Untuk menjaga keseimbangan data pada saat pengujian, data yang
digunakan pada proses Prediksi Curah Hujan harus melewati
tahapan pre-processing dengan baik. Data yang tidak melewati
tahapan pre-processing dengan baik, akan mengurangi hasil akurasi.



2.2 Analisis

analisis adalah aktivitas yang terdiri dari serangkaian kegiatan, seperti
mengurai, membedakan, dan memilah sesuatu untuk dikelompokkan kembali
menurut Kriteria tertentu dan kemudian dicari kaitannya lalu ditafsirkan
maknanya. Analisis sangat dibutuhkan untuk mengamati sesuatu yang
tentunya bertujuan untuk mendapatkan hasil akhir dari pengamatan yang
sudah dilakukan. Kata analisis diadaptasi dari bahasa Inggris, "analysis", yang
secara etimologis berasal dari bahasa Yunani kuno yang dibaca "Analusis".
Kata Analusis terdiri dari dua suku kata, yaitu "ana", yang artinya kembali,
dan "luein", yang artinya melepas atau mengurai. Bila digabungkan maka
kata tersebut memiliki arti menguraikan kembali (Irfan dkk., 2018).

Analisis adalah proses pemecahan masalah yang dimulai dengan
hipotesis (dugaan, dan sebagainya) sampai terbukti kebenarannya melalui
beberapa kepastian (pengamatan dan percobaan). Analisis melibatkan proses
sistematis dalam mengevaluasi informasi yang ada tentang peristiwa masa
lalu dan saat ini untuk memahami situasi atau masalah yang sedang terjadi.
Analisis dilakukan dengan tujuan untuk memberikan wawasan yang seakurat
mungkin mengenai kondisi yang ada, daripada memberikan jawaban yang
pasti tentang apa yang akan terjadi. Selain itu, analisis melibatkan
pemeriksaan nilai-nilai data yang ada untuk memahami tren atau pola yang
mendasarinya. Dengan menganalisis situasi tertentu, analisis memberikan
informasi penting untuk perencanaan dan pengambilan keputusan. (Mukhlisin
dkk., 2020).

2.3 Curah Hujan

Curah hujan adalah jumlah air yang turun ke permukaan tanah selama
periode tertentu. Data curah hujan ini dicatat oleh BMKG (Badan
Meteorologi Klimatologi dan Geofisika) setiap harinya. Faktor-faktor seperti
suhu, kelembaban udara, kecepatan angin, dan aktivitas matahari
mempengaruhi curah hujan. Ketepatan dalam memprediksi cuaca sangat
penting karena cuaca memiliki (Aulia Herdhyanti dkk., 2022).
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Ketinggian air hujan yang terkumpul di tempat yang datar dan tidak
menguap, tidak meresap, atau mengalir disebut juga curah hujan. Dalam
bahasa internasional, curah hujan diukur dalam milimeter atau inchi, tetapi di
Indonesia digunakan milimeter (mm). Satu milimeter mewakili curah hujan
pada area satu meter persegi dengan volume air satu milimeter atau satu liter.
(Putramulyo, S., Alaa, S., 2018).

Intensitas curah hujan adalah jumlah curah hujan dalam satuan waktu
tertentu, yang biasanya ditunjukkan dalam milimeter per jam, milimeter per
hari, milimeter per tahun, dan seterusnya. Istilah seperti hujan jam-jaman,
harian, tahunan, dan sebagainya sering digunakan untuk menggambarkan
jumlah hujan yang terjadi. Nilai maksimum, minimum, dan rata-rata biasanya
digunakan untuk analisis (Anwar, S. ,2017).

Curah hujan umumnya diukur dalam satuan milimeter per meter
persegi (mm/h). Satuan ini mengindikasikan jumlah air hujan yang jatuh
dalam rentang waktu tertentu di suatu wilayah. Misalnya, jika curah hujan
adalah 10 mm/h, itu berarti dalam satu jam, 10 milimeter air hujan
diperkirakan akan turun di setiap meter persegi wilayah yang diamati.
Sejumlah air hujan sebanyak 1 liter pada setiap luasan 1 meter atau air hujan
yang jatuh pada ketinggian 1 milimeter pada seluas 1 meter tidak menguap,
meresap, atau mengalir disebut curah hujan 1 (satu) milimeter (Bmkg ,2008).

24 Long short Term Memory

Long Short-Term Memory merupakan Salah satu jenis pengembangan
dari Reccurent Neural Network (RNN). arsitektur LSTM telah dibuat untuk
mengatasi kekurangan yang terjadi pada RNN konvensional, terutama terkait
dengan manajemen informasi jangka panjang dalam urutan data. LSTM
diciptakan untuk menyelesaikan masalah Vanishing Gradient yang sering
terjadi pada RNN konvensional. Vanishing Gradient terjadi karena nilai bobot
tidak berubah ketika gradient semakin mengecil hingga lapisan terakhir.
Sebaliknya, ketika gradient semakin besar, nilai bobot pada beberapa lapisan
juga meningkat, sehingga algoritma optimasi menjadi Divergen atau
Konvergen. (Wiranda dan Sadikin, 2019).
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LSTM diperkenalkan pertama kali oleh Sepp Hochreiter dan Juergen
Schmidhuber pada tahun 1997, dan sejak saat itu sangat populer dalam
berbagai aplikasi, terutama dalam prediksi deret waktu, pemodelan urutan,
dan pemrosesan bahasa alami (Zahara dkk, 2019). Karena setiap neuron
LSTM memiliki beberapa gerbang yang mengatur memorinya sendiri, LSTM
dapat mempelajari data mana yang akan disimpan dan mana yang akan
dibuang. Sel LSTM dapat menghubungkan informasi sebelumnya dengan
informasi selanjutnya, dan efektivitas penyimpanan informasi yang panjang
sangat sangat dibutuhkan dalam pengolahan data deret waktu. LSTM adalah
jenis arsitektur yang memilki struktur dengan Input layer, Hidden layer, dan
Output layer (Jiayu Qiu dkk, 2020).

. Input Layer . Hiden Layers . Output Layer

Gambar 2. 1 Struktur Layer LSTM
Sumber : Colah, 2015

e Input Layer: Ini adalah lapisan pertama dalam jaringan LSTM yang
menerima input dari dataset. Setiap node di layer ini mewakili satu fitur
atau variabel input. Pada LSTM, input ini bisa terdiri dari urutan data atau

deret waktu.

e Hidden Layer: Jaringan LSTM memiliki struktur yang lebih kompleks
dibandingkan dengan RNN biasa, dengan adanya beberapa unit memori
internal yang disebut "sel memori"” atau “cell state”. Hidden layer dalam
LSTM terdiri dari sel-sel memori ini yang berinteraksi satu sama lain
secara kompleks melalui gerbang (gate) untuk menyimpan informasi
jangka panjang dan pendek.
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e OQutput Layer: Ini adalah lapisan terakhir dari jaringan LSTM yang
menghasilkan output berdasarkan representasi yang telah diproses oleh
sel-sel memori dan informasi yang diperoleh dari data masukan. Output
dapat berupa prediksi, klasifikasi, atau tugas lainnya tergantung pada jenis
masalah yang sedang diselesaikan.

Dalam setiap langkah waktu, selain mempertimbangkan informasi
yang tersimpan dalam memori jangka panjang dan pendek, LSTM
menghitung output berdasarkan input saat ini.

Dalam LSTM, gerbang seperti input gate, forget gate, dan output gate,
mengontrol aliran informasi yang masuk dan keluar dari sel memori,
memungkinkan LSTM untuk mengelola informasi dalam urutan data dengan
cara yang lebih cermat.

Perbedaan penting antara LSTM dan RNN tradisional adalah adanya
komponen yang disebut "Gate". LSTM menyediakan tiga jenis gate utama,
yaitu forget gate, input gate, output gate. Ketiga gerbang ini di rancang untuk
dapat membaca, menyimpan, dan memperbaharui informasi terdahulu.
Berikut penjelasan masing masing gate :

= Forget Gate: Gerbang ini memungkinkan LSTM memutuskan informasi
mana yang harus dilupakan dari memori. Hal ini berguna untuk
menghapus informasi yang tidak perlu atau berlebihan dari penyimpanan
jangka Panjang. Untuk melakukannya, output biner dari dua input x(t) dan
h(t-1) dikalikan dengan matriks bobot dan ditambahkan dengan nilai bias.
Nilai bias kemudian dilewatkan melalui fungsi aktivasi, yang
menghasilkan output biner. Qutput bernilai 0 menunjukkan bahwa
informasi tersebut tidak berguna lagi dan dapat dihapus; sebaliknya, output
bernilai 1 menunjukkan bahwa informasi tersebut disimpan untuk
digunakan di masa mendatang.

= |nput Gate: Gerbang ini memungkinkan LSTM menentukan informasi
baru mana yang harus dimasukkan ke dalam memori. Informasi-informasi
baru ini akan ditambahkan ke dalam memori jangka panjang Input gate

menambah informasi penting ke cell state.
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Pertama, fungsi sigmoid digunakan untuk mengatur informasi dan
menyaring nilai yang akan disimpan; proses ini mirip dengan forget gate
yang menggunakan input h(t-1) dan x(t).

Kemudian, fungsi tanh digunakan untuk membuat vektor dengan output
dari -1 hingga +1, yang mengandung semua nilai yang mungkin untuk h(t-
1) dan x(t). Terakhir, nilai-nilai vektor dan nilai-nilai yang diatur dikalikan

untuk mendapatkan informasi yang bermanfaat.

= Qutput Gate: Gerbang ini mengatur informasi apa yang akan dikeluarkan
dari unit memori LSTM. Pemahaman memori jangka panjang
memungkinkan LSTM untuk menentukan informasi mana yang akan
digunakan sebagai keluaran.

Tugasnya adalah mengumpulkan informasi penting dari keadaan sel saat
ini dan menyajikannya sebagai nilai keluaran yang dihasilkan oleh gate
output. Pertama, fungsi tanh digunakan pada sel untuk menghasilkan
vektor.

Kemudian, fungsi sigmoid digunakan untuk mengatur informasi dan
menyaring nilai-nilai yang akan disimpan dengan menggunakan input h_t-
1 dan x_t. Terakhir, nilai vektor dan nilai yang diatur dikalikan untuk

dikirim sebagai input dan output ke sel berikutnya.

Struktur gerbang model Long Short Term Memory (LSTM) menyaring
data untuk menjaga dan memperbaharui status memori sel. Komponen-
komponen seperti input gate, forget gate, dan output gate adalah bagian dari
struktur gerbang ini. Setiap sel memori memiliki tiga lapisan sigmoid dan
satu lapisan tanh yang berperan dalam proses ini (Colah , 2015).
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Gambar 2. 2 Arsitektur LSTM
Sumber : Colah, 2015

Seperti yang ditunjukkan di bawah ini, jalur yang menghubungkan
konteks lama (Ct-1) ke konteks baru (Ct) di bagian atas modul LSTM adalah
konsep utama dari LSTM.

C, , —Q—eD » C

Gambar 2. 3 Memory cell
Sumber : Colah, 2015
Konteks Ct juga dikenal sebagai kondisi sel atau memori sel. Nilai di

konteks lama dapat dengan mudah ditransfer ke konteks baru dengan
beberapa perubahan yang diperlukan.

Sebagai perancang jaringan LSTM, kami memiliki kemampuan untuk
menentukan jumlah elemen dalam vektor konteks. Gagasan di balik ini
adalah bahwa setiap elemen akan menangkap karakteristik tertentu dari
masukan.
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Dalam kasus pemrosesan bahasa alami untuk bahasa Inggris,
karakteristik ini dapat mencakup jenis kelamin subjek, apakah itu tunggal
atau jamak, dan sebagainya. Melalui proses pelatihan, jaringan LSTM akan
secara mandiri mengungkap dan mempelajari fitur-fitur ini.

Fungsi aktivasi sigmoid, yang mengatur jumlah informasi yang dapat
melalui, berfungsi untuk mengubah nilai antara -1 dan 1 menjadi nilai antara
1 dan 0. Hal ini digunakan untuk memperbarui atau melupakan data karena
setiap angka yang dikalikan 0 hasilnya adalah O, sehingga nilai akan hilang
atau dilupakan, sedangkan setiap angka yang dikalikan 1 hasilnya akan tetap
sama, sehingga nilai tersebut dapat disimpan.

Selain fungsi sigmoid, fungsi aktivasi tanh mengontrol nilai yang melalui
jaringan selalu berada dekat antara -1 dan 1.

Berikut fungsi sigmoid :

1

olx) 5 = 2.1)

Fungsi tanh ditunjukkan sebagai berikut:

tanh(x)=20(2x)-1 2.2)
Keterangan:
o = Fungsi aktivasi sigmoid

X = Data input
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Gambar 2. 4 Struktur Sel LSTM

Sumber : Colah, 2015

Gambar 2.4 menunjukkan struktur dalam satu sel Long Short Term
Memory (LSTM), terutama jalur yang menghubungkan sel memori lama
(Ct—1) ke sel memori baru (Ct). Jalur ini merupakan kunci sel memori Long
Short Term Memory (LSTM), dan merupakan garis horizontal yang
menghubungkan semua level output LSTM mendefinisikan sel memori. Nilai
sel memori lama dapat dialihkan ke sel memori baru dengan sedikit usaha
(Colah, 2015).

Salah satu hasil dari Long Short Term Memory (LSTM), lapisan
sigmoid dapat menambah atau menghapus data masa lalu yang masuk ke sel
saat ini. Besarnya setiap komponen yang harus dibiarkan masuk ditunjukkan
dengan angka antara nol dan satu, di mana nol adalah "tidak lolos" dan satu
adalah "lolos". (Colah , 2015).
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Gambar 2. 5 Lapisan dari Sigmoid

Sumber : Colah, 2015

langkah kerja Long Short Term Memory (LSTM) dijelaskan secara
rinci pada gambar 2.2. Pilih data yang ingin dihapus dari status sel. Forget
gate, lapisan sigmoid yang dapat dilihat pada ht-1 dan xt, menentukan
hasilnya, yang berkisar antara 0 dan 1. Hasil dapat dibulatkan menjadi 1 jika
keluaran sigmoid lebih besar dari 0,5 dan menjadi O jika kurang dari 0,5.
(Colah, 2015)

fi

he 1
Tt

Gambar 2. 6 Alur informasi forget Gate

Sumber : Colah, 2015
Persamaan berikut menguraikan persamaan Forget Gate :
ft=oc (Wr. [he-1, xt] + bf) (2.3)
Keterangan :
ft =forget gate
o = fungsi sigmoid

W s = nilai bobot untuk forget gate
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ht—1= nilai output sebelum orde ke t
x¢ = nilai input pada orde ke t

br = nilai bias forget gate

it =y
Gy
hi—1
T [

Gambar 2. 7 Alur Informasi Input Gate

Sumber : Colah, 2015

Persamaan berikut menguraikan persamaan Input Gate :

it= o(Wi.[h;, xt] + b)

keterangan : iy
I = input gate

¢ = fungsi sigmoid

W; = nilai bobot untuk input gate

h,-; = nilai output sebelum orde ke t

Xt= nilai input pada orde ke t

b; = nilai bias input gate

Persamaan kandidat baru ditulisakan pada Persamaan 2.5

C, = tanh(Wc.[h,—;, x] + bc) (2.5)

Keterangan :
C; = nilai baru yang dapat ditambahkan ke cell state

tanh = fungsi tanh
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Wc = nilai bobot untuk cell state
h,—; = nilai output sebelum orde ke t
Xt = nilai input pada orde ke t

b. = nilai bias cell state

C
Cy_ t
—® 5

1

@

Gambar 2. 8 Alur cell state
Sumber : Colah, 2015

Seperti yang ditunjukkan pada gambar 2.8, langkah selanjutnya adalah
memperbarui cell sate. Ini dilakukan dengan mengalihkan forget gate ke cell
sate dan kemudian menambah langkah kedua, it * Ct. Persamaan berikut
menunjukkan persamaan cell state:
Ci=fy»C,_;+ i Ct (2.6)
Keterangan :
C; = cell state
f; = forget gate
C;—; = cell state sebelum orde ke t
i = input gate

Ct = nilai baru yang dapat ditambahkan ke cell state
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Gambar 2. 9 Alur Informasi Output gate

Sumber : Colah, 2015

Seperti yang ditunjukkan pada gambar 2.9, langkah terakhir dalam
metode LSTM ini adalah menentukan hasil output. Lapisan sigmoid
menentukan bagian cell state mana yang akan dihasilkan menjadi output.
Berikut persamaan dari output gate:

Ot = a (WO . [N, X + bo)
Keterangan :

O = Output gate

o = Fungsi sigmoid

WO = nilai bobot output gate

h,—;= nilai output sebelum order ke t

Xt = nilai input pada order ke t

bo = nilai bias OUtput gate

Setelah mendapatkan nilai dari gate output, langkah selanjutnya
adalah melewati cell satet melalui tanh untuk menghasilkan nilai dalam
rentang -1 hingga 1. Setelah itu, nilai tersebut ditransfer ke output gate dari
lapisan sigmoid. Persamaan berikut digunakan untuk membuat persamaan
nilai output order t:

hi = O; * tanh (C,)
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keterangan :

h¢ = nilai output order t
O¢ =output gate

tanh = fungsi tanh
(Cy)= cell state

24.1. Proses Long Short Term Memory (LSTM)

Setelah mendapatkan data pada tahap Normalisasi, proses
inisialisasi bobot dilakukan untuk gate forget, gate input, cell state, dan
gate output. Menginisialisasikan nilai bobot untuk setiap gate (Wf, Wi,
Wct, Wo), serta bias (bf, bi, bct, bo). Untuk mencari nilai bobot W,

gunakan persamaan berikut.

W= ( —%j—d (2.9)
Keterangan :
W = Bobot
d = Banyaknya Data
1 1
GRS

W = (-0.447 , 0.447 )

Nilai d = 5 diperoleh dari nilai inputan pada bulan Januari 2021

Perhitungan hari pertama pada tanggal 1 Januari 2021 :
Diketahui :

hep =0

bobot = 0,447

bias forget gate, input gate, Cy, dan output gate = 1,0.5,0,0,1
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o Perhitungan Gate Forget

Untuk algoritma LSTM, gate forget memungkinkan
masuknya informasi dan menentukan informasi apa yang akan
dihilangkan dari cell state. Layer sigmoid menghasilkan output
yang berkisar antara O dan 1. Perhitungan Forget Gate
menggunakan rumus pada persamaan (2.3) sebagai berikut :

ft=oc (Wy. [hz‘fl, Xe] + bf)
= 5 (0.447 * [0, 0.001462] + 1)
=0 (0+0.447 *0.001462 + 1)

= 5 (1.000653)

1
i (1 + g-iooossa)

=0.7311

¢ Menghitung Gate Input Dan Kandidat Baru Cell State
k=0 (W;.[he1, x] + b)
= 5 (0.447 * [0, 0.001462] + 0,5)
=5 (0 + 0.447 * 0.001462 + 0,5)

= 5 (0.500653)

1
o (1 4 g-05006sT)

=0.6226

Ci = tanh(We.[h,;, x] + be)
=tanh (0.447 * [0, 0.001462] + 1)
=tanh (0 + 0.447 * 0.001462 + 1)

= tanh (1.0006)

1
=2= (14 e-2-too0e)

= 0.7618

1
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e Gate Output
Ot =0 (WO . [Ni-1, X + by)

= ¢ (0.447 * [0,0.001462] + 0,1)
= 5 (0 + 0.447 * 0.001462 + 0,1)

= 5 (0.100697)

1
T ipal 4 0100657

=0.5251
o Cell State
Ct=ft » Ct—1 + it * Ct.
=0.7311*0+0.6226*0.7618
=0.3467
e Hidden state
ht = ot * tanh(Ct)
=0.5251* tanh (0.3467)
=0.1750
Perhitungan hari kedua :

Dengan menggunakan Ct dan ht dari hari pertama, serta nilai bobot dan
bias yang sama, diperoleh:

o (ate Forget
ft =o (Wf.[ht-1, xt] + bf)
= 5 (0.447 * [0.1750 , 0.003037 + 1)
=06 (0.1750 + 0.447 * 0.003037 + 1)

=06 (1.176357)
_ 1
- (1+ E—1.1?535?]

=0.7642
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Menghitung Input Gate dan Kandidat baru untuk Cell State
lt=0 (Wi .[he=1, xd] + H)
= ¢ (0.447 * [0.1750 , 0.003037] + 0.5)
= ¢ (0.1750 + 0.447 * 0.003037 + 0.5)

= 5 (0.676357)

1
K (1+ E—u.s?sss?]

=0.6629

Ct = tanh(We.[ht—1, xt] + bc)
= tanh (0.447 * [0.1750, 0.003037] + 1)
=tanh (0.1750 + 0.447 * 0.003037 + 1)

=tanh (1.1763)

1
% N
(1+ E—Zil.l?ﬁg']

al

=0.8262
Gate Output
Ot = o (WO . [Ny-;, X + b)
= ¢ (0.447 * [0.1750 , 0.003037] + 0,1)
=0 (0.1750 + 0.447 * 0.003037 + 0,1)

= 5 (0.276357)

1
- (1+ E—u.z?sss?J

=0.5686
o Cell State
Ci=fi»Cry+ig+Cr.( )
=0.7642*0.3467+0.6629*0.8262

=0.8126
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e Hidden State
ht = ot * tanh(Ct)
=0.5686* tanh (0.8126)
=0.3815

Proses perhitungan yang disebutkan di atas berlanjut hingga hari
kelima. Output dari hari kelima ini akan digunakan untuk membandingkan
dengan data awal, yang akhirnya menghasilkan tabel berikut:

Tabel 2. 2 Hasil perhitungan manual

1/1/2021 13 0,001462 0.1750
2/1/2021 27 0,003037 0.3815
3/1/2021 2 0,000112 0.5281
4/1/2021 7 0.000787 0.6112
5/1/2021 90,5 0,010182 0.6292

215 Deret Waktu (Time Series)

Deret waktu (time series) adalah himpunan observasi data yang
diurutkan secara berurutan dalam waktu. Metode deret waktu menggunakan
analisis pola hubungan antara variabel yang akan diperkirakan dengan
variabel waktu untuk melakukan peramalan. Dalam peramalan deret waktu,
perlu diperhatikan jenis atau pola data. Secara umum, empat jenis pola data
seri waktu adalah horizontal, trend, musiman, dan siklis.

Pola tren merupakan kecenderungan arah data dalam jangka panjang,
yang dapat berupa kenaikan atau penurunan; namun, pola horizontal adalah
kejadian yang tidak terduga dan acak yang dapat mempengaruhi fluktuasi
rangkaian waktu. Pola siklis adalah perubahan data selama lebih dari satu
tahun, seperti pola musiman, triwulan, kuartalan, bulanan, mingguan, atau
harian.(Hanke & Winchern, 2005).
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2.6 Deep Learning

Jaringan deep learning terdiri dari berbagai lapisan, masing-masing
terdiri dari sejumlah node. Sebuah node hanya berfungsi sebagai tempat
perhitungan, dan sebuah node input digabungkan dengan bobot . Setelah
input dan bobot ini dijumlahkan, jumlahnya melewati tahap yang disebut
fungsi aktivasi node. Tahap ini menentukan seberapa jauh sinyal bergerak
melalui jaringan dan mempengaruhi hasil akhir. Deep Learning memiliki
lebih banyak lapisan tersembunyi daripada neural network. Jika ada lebih dari
tiga lapisan (termasuk input dan output) maka dianggap sebagai "deep
learning”. Oleh karena itu, Deep Learning dapat didefinisikan secara teknis
sebagai pembelajaran mesin dengan lebih dari satu lapisan tersembunyi.
(Rizki, M., dkk. 2020).

Deep Learning adalah teknik cerdas buatan yang digunakan untuk
memodelkan hubungan yang kompleks antara input dan output. Selain itu,
memiliki beberapa fitur unik yang membedakannya dari teknik pelatihan
model dan kontruksi model lainnya. (Yunanto dkk, 2020).

2.7 Jaringan Saraf Tiruan (JST)

JST atau jaringan saraf tiruan, juga dikenal sebagai jaringan saraf
tiruan (ANN), simulasi jaringan saraf (SNN), atau jaringan saraf tiruan (NN),
jaringan yang terdiri dari sejumlah unit pemroses yang sangat kecil yang
dimodelkan dari sistem saraf manusia. Singkatnya, JST adalah alat
pemodelan data statistik non-linier yang dapat digunakan untuk memodelkan
hubungan yang kompleks antara input dan output untuk mengidentifikasi pola
pada data.

Dengan menggunakan minimal satu lapis tersembunyi dan fungsi
aktivasi non-linear, JST dapat memodelkan seluruh fungsi Boreal terukur dari
satu dimensi ke dimensi lain, menurut "teorema penaksiran universal”
( Nasution dkk , 2015).
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2.8 Reccurent Neural Network (RNN)

Recurrent Neural Network (RNN) adalah jaringan saraf berulang yang
terstruktur untuk memproses data sekuensial seperti data deret waktu. RNN
dikatakan sebagai saraf berulang jaringan karena keluaran dari lapisan
tersembunyi sebelumnya akan digunakan kembali sebagai masukan data
untuk diproses lebih lanjut. RNN ini terdiri dari lapisan masukan, lapisan
tersembunyi, dan lapisan keluaran. Ciri khas RNN dalam melakukan prediksi
adalah tidak hanya menggunakan satu input saja suatu waktu tetapi
memerlukan masukan dan masukan sebelumnya. Oleh karena itu inputnya
saling berhubungan dan dapat memberikan informasi pada lapisan
tersembunyi (Sen, dkk., 2020).

2.9 Normalisasi

Normalisasi data merupakan proses penting dalam machine learning
dan deep learning, karena membantu mengunggah model machine learning
untuk melakukan prediksi yang lebih akurat dan efisien. Normalisasi
memiliki beberapa keuntungan, antara lain:

e Menghilangkan data tidak terstruktur dan redundansi: Normalisasi
membuat data lebih standard dan mudah dianalisis oleh model machine
learning

e Memastikan penyimpanan data logis: Normalisasi memastikan bahwa data
tetap berada dalam rentang yang sama, sehingga model machine learning
dapat fokus pada fitur yang penting dari data

e Mengurangi persyaratan untuk algoritma khusus, seperti KNN dan ANN:
Normalisasi membuat data lebih sesuai dengan asumsi distribusi yang
diperlukan oleh algoritma machine learning, sehingga mereka dapat
berfungsi dengan lebih efisien.

Normalisasi data dapat dilakukan menggunakan beberapa metode,
seperti normalisasi min-max dan standardisasiKetika data memiliki skala
yang berbeda, normalisasi min-max sering digunakan, tetapi standardisasi
lebih baik untuk data dengan distribusi yang sama. ( Adhiedashh , 2023).
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X (x — Xmin) (2.10)

(Xmax — Xmin)

2.10 RMSE

RMSE digunakan untuk menghitung besaran error dalam
memprediksi suatu data. RMSE menghitung perbedaan antara nilai
sesungguhnya dan nilai yang diharapkan, kemudian membagi hasil total
penjumlahan yang diperoleh dengan banyaknya waktu prediksi, dan
kemudian menarik akarnya. Persamaan berikut menunjukkan perhitungan
Root Mean Square Error (RMSE).

£ ‘F?:i ¥ —F.) @2.11)
1

Keterangan :

yi : Nilai dari hasil peramalan

yi : Nilai aktual / sebenarnya

N : Jumlah data

N MAE

Mean Absolute Error (MAE) adalah MAE (Mean Absolute Error)
adalah suatu metrik evaluasi Kinerja yang umum digunakan dalam statistika
dan pembelajaran mesin untuk mengukur seberapa dekat prediksi suatu
model dengan nilai sebenarnya (ground truth). MAE diukur sebagai rata-rata
dari selisih absolut antara prediksi dan nilai sebenarnya. Persamaannya
berikut menunjukkan perhitungan Mean Absolute Error (MAE) :

'1 n .
MAE:HZ_lzllyl - il (2.12)

Keterangan:

yi : Nilai hasil peramalan

yi =nilai sebenarnya dari observasi ke-i

n = Jumlah peramalan yang terlibat
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2.12 Tools

Proses analisis data membutuhkan Tools atau alat bantu yang
membantu peneliti dalam menyelesaikan penelitian ini dengan menggunakan
bahasa pemrograman Python, metode LSTM dan Google Colaboratory
sebagai workflows notebooks.

2.12.1 Python

Python merupakan bahasa pemrograman yang populer untuk
pemrosesan data. Banyak ilmuwan data yang menggunakan Python
karena relatif mudah digunakan (Prasetya dkk., 2020). Selain itu,
library yang tersedia untuk mengolah data ini cukup banyak
sehingga memudahkan proses analisis bagi peneliti dalam penelitian
ini.

2.12.2 Jupyter Notebook

Jupyter notebook merupakan suatu aplikasi web open-source
yang memungkinkan pengguna untuk membuat dan berbagi
dokumen yang mengandung kode interaktif, persentasi, teks, dan
elemen visual lainnya. Jupyter Notebook mendukung berbagai
bahasa pemrograman, tetapi yang paling sering digunakan untuk
bahasa seperti Python, R, dan Julia. Dokumen Jupyter disusun
dalam sel, yang dapat berisi kode, teks, atau elemen visual.
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BAB Il
METODE PENELITIAN

3.1 Tahapan Penelitian

Langkah-langkah yang di ambil dalam penelitian ini menjelaskan
proses penelitian yang di gunakan oleh penulis.Detail dari langkah-langkah
tersebut dapat di di lihat pada gambar 3.1.

Mulai

v

Pengumpulan Data

A4

Preprocessing

v

Implementasi Model

A 4

Evaluasi Performa Model

Selesai

Gambar 3. 1 Diagram Metode Penelitian Long Short Term Memory

3.2 Pengumpulan Data

Gambar di atas menunjukkan bahwa tahap pertama dari penelitian
adalah mengumpulkan data. Data yang digunakan penulis untuk penelitian ini
adalah dataset curah hujan yang diambil dari situs web resmi BMKG
(https://dataonline.bmkg.go.id/). Tampilan dashboard dari pusat database
BMKG bisa di lihat pada gambar 3.2 dibawah ini.
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https://dataonline.bmkg.go.id/

&= DATAONLINE

7. PUSATDATABASEZBMKGHE

Dashboard Ketersediaan Data Data Iklim v Data Gempa Bumi FAQ Bahasan

Dashboard

RIWAYAT PENGUNDUHAN DATA

10 v baris Pencarian 3 3 6

Tanggal dan Jam Unduh ~ JenisData § Parameter 3 Periode Data ¥ hari lagi

Masa berlaku akun anda habis

18 Nov 2023 15:27:03 Data iklim harian -Curahhujan 01 Apr 2010 s.d 30 Apr 2010 (25 Okt 2024)
18 Nov 2023 15:26:32 Data iklim harian -Curah hujan | 01 Mar 2011 5.d 31 Mar 2011
18 Nov 2023 15:26:04 Data iklim harian -Curah hujan 01 Mar20105s.d 31 Mar 2010
18 Nov 2023 15:25:55 Data iklim harian - Curah hujan | 01 Feb 2011 s.d 28 Feb 2011
18 Nov 2023 15:24:59 Nata iklim harian - Curah huian | 01 Feb 2010 s.d 28 Feb 2010

Gambar 3. 2 Tampilan Dashboard Pusat Database BMKG

3.2.1 Dataset

Data yang digunakan untuk manualisasi adalah data curah hujan
dari Stasiun Sultan Iskandar Muda Aceh, yang memiliki 4283 dataset
dari tahun 2010 hingga 2022. Tabel 3.1 di bawah ini menunjukkan salah
satu dataset curah hujan di bulan Januari 2021, yang merupakan data
curah hujan yang diperoleh dari BMKG.

Tabel 3. 1 Dataset curah hujan bulan januari tahun 2021

Tanggal s 3
(Curah Hujan)

01-01-2021 13
02-01-2021 27
03-01-2021 1
04-01-2021 7
05-01-2021 90,5
06-01-2021 23,7
28-01-2021 22
29-01-2021 0
30-01-2021

31-01-2021
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3.3 Preprocessing

Tahapan-tahapan preprocessing adalah sebagai berikut :

Mulai

Normalisasi

v

Pembagian Data

A 4

Pembentukan Data time
Series

4

Inisializasi Parameter

|

Pengujian Model

Selesai

Gambar 3. 3 Alur Prepocessing

3.3.1 Normalisasi

Penerapan modifikasi linier pada data awal memungkinkan
pendekatan Min-Max untuk menormalkan data dengan lebih mudah
menggunakan kelas preprosesing MinMaxScaler dari pustaka scikit-
learn (sklearn), yang menghasilkan data dalam skala [0,1]. Rumus
MinMaxScaler yang digunakan adalah sebagai berikut:

(x — Xmin)

(Xmax — Xmin)

(3.1)
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Keterangan:

X’ = Hasil normalisasi data
Xmax = Data maksimum dari data X
Xmin = Data minimum dari data X

Berikut merupakan contoh perhitungan normalisasi :

Tabel 3. 2 Hasil Normalisasi Bulan Januari Tahun 2021

RR Normalisasi
(Curah Hujan)
13 0,001462
27 0,003037
1 0,000112
7 0.000787
90,5 0,010182
23,7 0.002666
0 0
22 0,002475
0 0
0 0
0 0

3.3.2 Pembagian Data

Pembagian data dilakukan menjadi dua bagian, yaitu data latih
(training) dan data uji (testing), dengan perbandingan 80% : 20%. Data
latih digunakan untuk pembentukan dan pengembangan model,
sementara data uji digunakan untuk melakukan pengujian beserta

evaluasi kinerja model.

Tabel 3. 3 Pembagian Data

Satuan Data latih | Data uji
Persen 80% 20%
Jumlah data 3444 839

34



3.3.3 Pembentukan Data Time Series

Proses pembentukan data time series atau rekonstruksi data
melibatkan beberapa percobaan dengan jumlah pola time series mulai
dari satu hingga lima. Sejumlah uji coba dilakukan dalam proses
pembentukan deret waktu, dengan skenario yang melibatkan
pembentukan pola dari data curah hujan harian dalam urutan sebagai
berikut: {Xt, Xt+1}, {Xt=1, Xt, Xt+1}, {Xt-2, Xt—1, Xt, Xt+1}, {Xt-3,
Xt-2, Xt, Xt+1}, {Xt—4, Xt-3, Xt—2, Xt—1, Xt, Xt+1}. Di sini, Xt+1
berperan sebagai output atau target, sementara yang lainnya adalah
variabel input. Berikut adalah gambaran ilustratif dari pola-pola time
series tersebut.

Input
1 Target
[ 1
X | X7 X3 X4 | X5 X6 X7 | X8 & | Xn
X1 | X2 X3 X4 | X5 X6 X7l %8 v | Xn

\ ]
Y v

Input

Target

Gambar 3. 4 llustrasi pola time series

Gambar pola seri waktu di atas menunjukkan inputan data dan
targetnya, dengan lima pola seri waktu, yang berarti data yang
digunakan sebanyak lima inputan dan data yang dicari setelah data
kelima. Curah hujan (RR) ditandai dengan X

Tabel 3. 4 Data Time Series Curah Hujan

X X X3 X4 X Target

0,001462 | 0,003037 | 0,000112 | 0.000787 | 0,010182 | 0.002666

0,003037 | 0,000112 | 0.000787 | 0,010182 | 0.002666 | 0.001406

0,000112 | 0.000787 | 0,010182 | 0.002666 | 0.001406 | 0,001338

0.000787 | 0,010182 | 0.002666 | 0.001406 | 0,001338 | 0,001473

0,010182 | 0.002666 | 0.001406 | 0,001338 | 0,001473 | 0,003544
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3.3.4 Inisialisasi parameter
Parameter yang digunakan pada tahap ini termasuk dua
parameter dengan skenario pengujian berikut:

1. Epoch : 25, 50, 75, 100, 150, 200
2. Batch size : 32

Epoch adalah satu siklus penuh melalui seluruh dataset pelatihan.
Selama satu epoch, algoritma pelatihan memproses setiap sampel dalam
dataset satu kali. Dalam proses pelatihan model, dataset biasanya dibagi
menjadi batch-batch kecil (mini-batches) untuk mempercepat dan
mengoptimalkan pelatihan. Selama satu epoch, model memproses semua
batch tersebut hingga seluruh dataset telah digunakan untuk
memperbarui bobot dan bias model. Tidak ada aturan pasti untuk
menentukan parameter; sebaliknya, percobaan dilakukan dengan data
dan model yang akan digunakan.

3.3.5 Pengujian Model
Tahap-tahap pengujian LSTM sebagai berikut :

e Pertama masukkan data uji. Model optimal dari proses pelatihan
digunakan untuk melakukan pengujian yang bertujuan untuk
menghitung nilai error jaringan yang dihasilkian oleh proses
pelatihan.nilai error yang kecil menunjukkan bahwa jaringan dapat

diterapkan pada proses permalan.

e Menghitung semua fungsi gates unit pada setiap neuron
memungkinkan proses pengujian dengan data uji. Ini dilakukan
dengan menggunakan nilai ht dan Ct optimal yang diperoleh dari
proses pelatihan sebelum menguji proses dengan data latih
menggunakan LSTM. Fungsi gate yang akan dihitung secara
berurutan adalah forget gates (ft) dengan Persamaan (2.3), gate
input (it) dengan Persamaan (2.4) dan (2.5), gate state (Ct) dengan
Persamaan (2.6), gate output (Ot) dengan Persamaan (2.7), dan
akhirnya keluaran terakhir, ht dengan Persamaan 2.8.
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3.3.6 Denormalisasi

Selanjutnya, denormalisasi dilakukan untuk mengembalikan nilai

data menjadi hasil nilai prediksi, yang dilakukan dengan menggunakan

Persamaan 3.2. Denormalisasi
normalisasi data ke dalam data asli, juga dikenal sebagai data sebenarnya.

adalah proses pengembalian hasil

Ini dilakukan untuk melihat hasil prediksi dengan membandingkan data

sebenarnya. Persamaan berikut menyediakan rumus untuk menunjukkan

denormalisasi dalam jangkauan tertentu:

Xt =X (Xmax— Xmin ) + Xpmin
Keterangan :
Xt = nilai data normalisasi
X = hasil output
Xmax = ilai maksimal data aktual keseluruhan
Xmin = nilai minimal data aktual keseluruhan
Contoh perhitungan manual denormalisasi :
X'=0.1750 (8888 -0) + 0

=0.1750 x 8888

= 15554

Tabel 3. 5 Hasil Denormalisasi

1/1/2021 13 0,001462 0.1750 1555.4
2/1/2021 27 0,003037 0.3815 3390.7
3/1/2021 1 0,000112 0.5281 4693.7
4/1/2021 7 0.000787 0.6112 5432.3
5/1/2021 90,5 0,010182 0.6292 5592.3
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3.4

Dari perhitungan diatas didapatkan tabel seperti berikut:

Tabel 3. 6 Nilai rangkaian lima waktu

1555.4 | 3390.7 4693.7 5432.3 5592.3 23,7

Tabel 3.6 di atas menunjukkan pola rangkaian lima waktu, yang
menunjukkan bahwa data terakhir (X5) adalah hasil akhir yang akan
digunakan untuk memprediksi dan dibandingkan dengan nilai targetnya.
Perhitungan yang ditunjukkan di atas adalah contoh penghitungan dengan
melakukan satu iterasi pada data pertama.

3.3.7 Evaluasi Hasil

Evaluasi model dilakukan untuk mengetahui apakah model bekerja
dengan baik. Jika evaluasi dilakukan dengan data yang sama selama proses
pelatihan, hal itu akan menyebabkan overfitting, yang menyebabkan data
tidak dapat digeneralisasikan karena model dapat mengingat data yang

digunakan selama proses pelatihan.

Pada langkah ini, akurasi peramalan dilakukan dengan
menggunakan Root Mean Square Error (RMSE). Evaluasi hasil dilakukan
untuk menentukan apakah nilai dari prediksi yang telah dilakukan dengan
metode di atas menghasilkan hasil yang optimal. Contoh perhitungan di
atas menggunakan data dari hari ke satu hingga hari ke lima. Hasil
denormalisasi dari data kelima digunakan untuk pengujian yang akan
dilakukan untuk menentukan hari keenam. Untuk mengevaluasi
keakuratan hasil prediksi dalam penelitian ini, penulis menggunakan
RMSE dan MAE.

Alat Bantu Penelitian

Perangkat lunak dan perangkat keras komputer digunakan untuk

membantu penelitian ini. Perangkat keras yang digunakan adalah unit HP laptop

14-cmOxxx, dengan spesifikasi sebagai berikut:
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e Processor AMD E2-9000e RADEON R2, 4 COMPUTE CORES
2C+2G (2CPUs), ~1.5GHz

e Memory 4096MB RAM

e  Operating system Windows 10 Pro 64-bit (10.0, Build 19045)

Penelitian ini menggunakan sistem operasi Microsoft Windows 10 dan alat

bahasa pemograman Phyton version 3.8.2 dan Jupyter Notebook.
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BAB IV
HASIL DAN PEMBAHASAN

Pada bab ini, penulis akan menguraikan hasil dari pengumpulan data,
langkah-langkah pre-pocessing, serta menampilkan hasil dari percobaan metode

yang digunakan. Selain itu, akan dilakukan evaluasi terhadap kinerja model yang

dihasilkan.

4.1 Pengambilan Dataset

Dataset yang digunakan adalah data Curah Hujan yang di ambil dari website
resmi BMKG (https://dataonline.omkg.go.id/). Dengan jumlah sampel dataset
sebanyak 4283 data. Seperti yang ditunjukkan pada gambar 4.1 di bawah, dataset
tersebut memiliki dua atribut, yaitu tanggal dan curah hujan.
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Gambar 4. 1 Sampel Dataset Curah Hujan

4.2  Membaca Dataset Curah Hujan

Seperti yang ditunjukkan pada Gambar 4.2, langkah ini adalah langkah di
mana data excel curah hujan yang digunakan akan dibaca:
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Tanggal RR
%) 01-01-2010 2.8
1 02-081-2010 3.0
2 @3-01-201¢ 1.0
3 04-01-20190 8888.90
- 05-01-2010 8888.06

4711 27-12-2822 e
4712 28-12-2022 8.0
4713 29-12-20822 %)
4714 36-12-20822 21.5
4715 31-12-2022 0.0
[4716 rows x 2 columns]

Gambar 4. 2 Raw Dataset Curah Hujan

Gambar 4.2 diatas merupakan hasil dari pemanggilan dataset menggunakan
library pandas dan menggunakan fungsi read excel yang bertujuan untuk
membaca dataset yang berbentuk file excel, yang menampilkan dataset curah
hujan yang digunakan dalam bentuk Raw data.

4.3  Preprocessing Data

Tujuan utama dari Preprocessing data adalah untuk membersihkan,
merapikan, dan menyesuaikan data sehingga data dapat di analisis atau digunakan
untuk melatih model Machine Learning.

4.3.1 Menghilangkan Data Yang Tidak Bernilai (Nan)

Tanggal e
RR @
dtype: inté4

Gambar 4. 3 Hasil Nan

Gambar 4.3 merupakan hasil dari tahap pertama Preprocessing yang
dilakukan untuk menghilangkan data yang tidak bernilai dan mengganti
angka 8888 menjadi Nan, tujuan di ganti agar angka 8888 tersebut tidak
menggangu proses training nantinya yang akan membuat hasil nya tidak
bagus, juga ada fungsi untuk mendeklarisakan format tangal agar tanggal
tidak termasuk saat proses training data, dan terakhir ada fungsi interpolasi
dan dropna yaitu fungsi agar mengisi nilai yang kosong dan menghilangkan
nilai Nan.
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Selanjutnya nilai RR (Curah Hujan) akan di bagi menjadi 2 fitur
yaitu input dan output, memisahkan fitur input dan output menjadi dua
kelompok terpisah mempermudah identifikasi dan pemahaman terhadap
struktur dataset. fitur input dan output di butuhkan untuk melatih dan
menguji model. Pemisahan fitur ini juga berfungsi saat melakukan validasi
dan evaluasi model untuk memastikan bahwa model diterapkan dengan
benar pada data uji dan hasil prediksi dapat dibandingkan dengan nilai

sebenarnya.

4.3.2 Normalisasi Data

[[e. ]
[0.01588983]
[0.00529661]

[e. ]
[0.11387712]
[e. 1]

Gambar 4. 4 Hasil Normalisasi Dataset

Pada gambar 4.4 diatas menunjukan hasil dari normalisasi atau
scaling yang digunakan dalam preprocessing data, menggunakan fungsi
MinMaxScaler untuk mengubah nilai-nilai fitur dalam suatu dataset dalam
rentang tertentu, seperti O hingga 1.

4.3.3 Pembagian Data

Setelah dilakukan normalisasi selanjutnya membagi dataset
menjadi dua yaitu data latih dan data uji, ini dilakukan dengan
menggunakan fungsi train_test_split dari library scikit_learn. 20% akan
dialokasikan ke data uji dan 80% menjadi data latih.

Tabel 4. 1 Pembagian Dataset

Satuan Data latih | Data uji

Persen 80% 20%

Jumlah data 3444 839
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4.3.4 Pembentukan Timesteps
Setelah dilakukan pembagian data selanjutnya membuat sequence
atau jumlah langkah waktu yang diperhitungkan dalam suatu model deret
waktu (timesteps). Fungsi dibuat sequence dari data time series adalah
untuk digunakan sebagai inputan dan output pada model LSTM untuk
melatih dan membuat prediksi pada data time series.
[[e. ]

[0.01588983]
[0.20529661]

[e. ]
[o. ]
[e. 11 Le. ]

[0.01588983]
[0.00529661]
[e. ]
[e. ]
[@. 1] 3@

Gambar 4. 5 Hasil Pembentukkan timesteps

4.4  Implementasi Model

Data akan dibagi menjadi dua bagian utama pada tahapan ini: data latih dan
data uji. Data pelatihan akan digunakan untuk melatih model, sedangkan data uji
akan digunakan untuk menguji model setelah pelatihan selesai.

Setelah membuat model LSTM, model akan dilatih menggunakan epoch
sebagai data pelatihan (x_train_seq dan y_train_seq) dan dipantau kinerja pada
data pengujian (x_test_seq dan y_test seq), yang hasilnya disimpan dalam objek
hist. Gambar 4.6 di bawah ini menunjukkan hasil dari pengujian epoch, proses ini
menggambarkan proses pengujian epoch dari dataset yang sudah dinormalisasikan
sebelumnya.
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Epoch 1/75

108/108 [ ] - 3@s 116ms/step - loss: 8.0067 - accuracy: @.6106 - val_loss: 9.0115

Epoch 2/75

108/108 [ ] - 11s 1@2ms/step - loss: ©.0066 - accuracy: ©.6106 - val_loss: ©.0116

Epoch 3/75

1e8/108 [ ] - 9s 84ms/step - loss: @.8@65 - accuracy: ©.6106 - val_loss: 0.0114 -

Epoch 4/75

1es/1e8 [ ] - 8s 72ms/step - loss: ©.0065 - accuracy: ©.6106 - val loss: 0.0114 -

Epoch 5/75

108/108 [ ] - 95 8ems/step - loss: @.8@65 - accuracy: ©.6106 - val_loss: 0.0113 -

Epoch 6/75

1e8/108 [ ] - 9s 8@ms/step - loss: @.8@65 - accuracy: ©.6106 - val_loss: 0.0114 -

Epoch 7/75

108/108 [============================== ] - 1@s 97ms/step - loss: @.8065 - accuracy: ©0.61@6 - val_loss: 0.0114 -
Epoch 8/75

108/108 [===== =====] - 95 82ms/step - loss: ©.8@65 - accuracy: ©.6106 - val_loss: 0.0113 -

Epoch 9/75

108/108 [ ] - 1@s 9ims/step - loss: ©.8065 - accuracy: ©.6186 - val_loss: ©.0113 -
Epoch 10/75

108/108 [ ] - 9s 84ms/step - loss: @.8@65 - accuracy: 9.6106 - val_loss: 0.0115 -

Gambar 4. 6 Hasil Uji Epoch

441 Plot Akurasi Training Setiap Epoch

Dari hasil training diatas didapatkan grafik dari setiap epoch yang

digunakan sebagai berikut:

e Epoch 25

Training and Validation Loss Over Epochs

0.011
0.010
9 =& Training Loss
9 0.009 ~» Validation Loss
0.008
0.007 1
0 5 10 15 0 %
Epoch

Training and Validation Accuracy Over Epochs

0.60 1

0.58 -

Accuracy

0.54 1

(B A s o o s o b o s b o s s o s s s s o sl

-~ Training Accuracy
=+~ Validation Accuracy

o
wn
=
=

20 25

Gambar 4. 7 Loss Epoch 25
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e Epoch 50
Training and Validation Loss Over Epochs Training and Validation Accuracy Over Epochs
P A P 038800020
MWM
0,011 1 Yoy 060
0,010 1 e
, 0581
9 ] —- Training Loss | @ —o— Training Accuracy
L] 2903 ~»~ Validation Loss | 3 ~s~ Validation Accuracy
< 056
0.008 1
0.54 1
0.007 4
10 40 50 0 10 20 P ') 50
Epoch
Gambar 4. 8 Loss Epoch 50
e Epoch 75
Training and Validation Loss Over Epochs Training and Validation Accuracy Over Epochs
B s mmmmr R Y
HactX : Lot
s AWM«W% e
0,010+ B
.58 -
2 oo —e— Training Loss g =&~ Training Accuracy
S ~s- Validation Loss | 3 ~s~ Validation Accuracy
& 056
0.008 1
0.54 1
0,007 4

Gambar 4. 9 Loss Epoch 75

RO O G0 70
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0.011 1

0.010

2 0.009

0.008 4

0.007 4

0,011

0,010
# 0.009
=

0.008

0.007

Epoch 100

Training and Validation Loss Over Epochs

—&— Training Loss
~w— Validation Loss

Training and Validation Accuracy Over Epochs

0.60 1

0.58 4

Accuracy

0.56 -

0.54 4

—o— Training Accuracy
~— Validation Accuracy

0 20 40 60 80 100

Gambar 4. 10 Loss Epoch 100

Epoch 150

Training and Validation Loss Over Epochs

~&~ Training Loss
~« Validation Loss

M——-—-

0 20 4 60 8 100 10 140
Epoch

Training and Validation Accuracy Over Epochs

0.60 4

o
w
@

Accuracy
o
w
o

0.54 A

—8~ Training Accuracy
~ Validation Accuracy

Gambar 4. 11 Loss Epoch 150
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e Epoch 200

Training and Validation Loss Over Epochs Training and Validation Accuracy Over Epochs

4
ki R s P R e 060

0.010 4
0.58 4

—&— Training Loss
Validation Loss

—&— Training Accuracy
Validation Accuracy

0.009

Loss
Accuracy

0.008 1

0.54 1

B e E———— JP———
0 25 5 75 100 15 150 175 200 0 25 S 75 100 125 150 175 200
Epoch Epoch

0.007 4

Gambar 4. 12 Loss Epoch 200

45 Membuat Prediksi dan Pembalikan Prediksi

Langkah selanjutnya membuat prediksi data train dan data test, hasil dari
prediksi dapat dilihat pada gambar dibawah ini :

198/108 [=====================:========] - 25 7mS/Step
27/27 [=========s====================] - @5 7ms/step

Gambar 4. 13 Hasil Prediksi Data latih dan Data Uji

Untuk memastikan bahwa model yang dibuat sama dengan data asli,
langkah selanjutnya adalah melakukan pembalikan prediksi.

4.6 Evaluasi Hasil

Setelah itu, evaluasi dilakukan untuk mengetahui seberapa efektif model
yang telah dibuat. Evaluasi RMSE menguji dua model, data pelatihan dan data uji.

Train Score: 15.00 RMSE
Test Score: 20.27 RMSE

Gambar 4. 14 Hasil perhitungan RMSE

47



Hasil dari nilai RMSE mengukur seberapa besar deviasi atau kesalahan rata-
rata antara nilai prediksi dan nilai aktual, dan hasilnya diukur dalam unit yang
sama dengan variabel target. Skor data tes yang lebih rendah menunjukkan bahwa
prediksi yang dibuat lebih akurat, dan skor data tes yang lebih tinggi
menunjukkan bahwa hasilnya kurang baik.

MAE adalah metode evaluasi kedua. Ini juga menguji dua model, data latih

dan data uji.

Train Score: 4.72 MAE
Test Score: 6.38 MAE

Gambar 4. 15 Hasil Perhitungan MAE

4.7  Visualisasi Hasil

4.7.1 Boxplot Curah Hujan (RR)

Boxplot of RR

O @D @® oamo (o] o O

T T T T T T T T
o 25 50 TS 100 125 150 175
RR

Gambar 4. 16 Bloxplot RR

Gambar di atas menunjukkan diagram kotak atau boxplot untuk
variabel "RR", yang merupakan hasil dari analisis data statistik. Dalam
boxplot ini, lima nilai utama (minimum, kuartil pertama, median, kuartil
ketiga, dan maksimum) ditunjukkan untuk menunjukkan distribusi data
"RR".
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Pada diagram, garis horizontal menunjukkan median, dan kotak
menunjukkan rentang interkuartil (IQR), yaitu rentang antara Q1 dan Q3.
Garis vertikal, atau "whiskers”, yang memanjang di dalam kotak
menunjukkan luasnya data yang tidak mencakup outlier. Titik-titik di luar
whiskers dianggap sebagai outlier, yang berarti nilainya lebih tinggi atau
lebih rendah dari rata-rata data lainnya. Sebagian besar nilai "RR™ berada di

sekitar nilai yang sangat rendah, tetapi banyak nilai yang sangat tinggi
menunjukkan bahwa ada data pencilan.

4.7.2 Korelasi Matrix

Correlation Matrix

Tanggal

RR

Tanggal RR

Gambar 4. 17 Korelasi Matrix

4.8  Hasil Uji Performa

Tabel hasil uji performa di bawah ini menunjukkan nilai RMSE dan MAE
pengujian performa berdasarkan Root Mean Square Error (RMSE) dan Mean
Absolute Error (MAE). Epoch menjadi acuan utama untuk menghasilkan nilai
RMSE dan MAE terendah untuk data uji performa terbaik.
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Tabel 4. 2 Uji performa

RMSE MAE MAE
. RMSE
Epoch | Data Train | Data Test Data Data Data
. Data Test .

Train Train Test

25 3444 839 15.00 20.04 6.29 8.08
75 3444 839 14.88 20.18 582 7.78
50 3444 839 15.00 20.27 4.72 6.38
100 3444 839 14.69 20.11 6.33 8.50
150 3444 839 18 .33 22.01 6.65 9.46
200 3444 839 12.45 21.84 6.65 8.78

Tabel diatas mengidentifikasi nilai RMSE (Root Mean Squared Error) dan
MAE (Mean Absolute Error) tertinggi dan terendah untuk data pelatihan dan
pengujian. RMSE (Root Mean Squared Error) tertinggi untuk data pelatihan
adalah 15.00 pada Epoch 25 dan 50, sementara yang terendah adalah 12.45 pada
Epoch 200. Untuk data pengujian, RMSE tertinggi adalah 22.01 pada Epoch 150,
dan yang terendah adalah 20.04 pada Epoch 25. Sedangkan untuk MAE (Mean
Absolute Error), nilai tertinggi untuk data pelatihan adalah 6.65 pada Epoch 150
dan 200, dan yang terendah adalah 4.72 pada Epoch 50.

Untuk data pengujian, MAE tertinggi adalah 9.46 pada Epoch 150, dan yang
terendah adalah 6.38 pada Epoch 50. Nilai-nilai ini menunjukkan performa model
pada berbagai epoch, dengan nilai RMSE dan MAE vyang lebih rendah
menunjukkan performa model yang lebih baik.

4.8.1 Pengaruh Jumlah Epoch terhadap Performa Model

e  Secara keseluruhan, terlihat bahwa peningkatan jumlah Epoch
cenderung menghasilkan penurunan nilai RMSE dan MAE pada
Data Test hingga suatu titik tertentu.
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RMSE

Pada awalnya, peningkatan jumlah Epoch dari 25 ke 50
menunjukkan penurunan yang signifikan dalam nilai RMSE dan
MAE pada Data Test, menunjukkan peningkatan performa model.

Namun, setelah mencapai Epoch 100, terlihat variasi yang lebih
besar dalam nilai RMSE dan MAE pada Data Test, bahkan ada
kenaikan yang kecil pada Epoch 150 dan 200. Hal ini menunjukkan
bahwa peningkatan jumlah Epoch terlalu tinggi menyebabkan
overfitting pada model.

22 -

20

18 A

16

14 A

~&— RMSE Data Test

12

Perubahan RMSE dari Data Train dan Data Test
—8— RMSE Data Train v o § ———

|
25 50 75 100 125 150 175 200

Gambar 4. 18 Perbandingan RMSE Data Train dan Test
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Perubahan MAE dari Data Train dan Data Test

—8— MAE Data Train
9 4 —#— MAE Data Test

25 50 75 100 125 150 175 200

Gambar 4. 19 Perbandingan MAE Data Train dan Test

Menurut hasil uji performa yang ditunjukkan pada tabel di atas, nilai
150 memiliki performa terendah, dengan nilai RMSE Data Train 13.33,
RMSE Data Test 22.01, MAE Data Train 6.65, dan MAE Data Test 9.46.
Nilai epoch 75 memiliki performa tertinggi, dengan nilai RMSE Data Train
14.88, RMSE Data Test 20.18, MAE Data Test 5.32, dan MAE Data Test
7.78.

4.8.2 Perbandingan dengan penelitian terdahulu

pada penelitian Yos Hendra Tingkat error pada data test sangat tinggi
dibandingkan dengan data train, menunjukkan adanya overfitting. Mungkin
terjadi kesenjangan besar antara data train dan test yang menyebabkan hasil
yang tidak baik pada data test. Sedangkan pada penelitian ini menghasilkan
Performa model pada kedua data train dan data test cukup baik pada nilai
epoch 75 dengan RMSE dan MAE yang rendah. Ini menunjukkan bahwa
model mampu melakukan generalisasi dengan baik pada data yang belum
pernah dilihat sebelumnya.
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Pada penelitian Ardytha Luthfiarta, variabel suhu udara memengaruhi
koefisien regresi secara signifikan, kinerja model regresi bergantung pada
penggunaan variabel independen dan pengaturan hiperparameter seperti
jumlah epoch. Sedangkan pada penelitian ini model dengan jumlah epoch
75 memberikan prediksi data yang lebih baik, meskipun koefisien regresi
untuk variabel suhu udara adalah 0,147.

Penelitian Jamilatul Badriyah dengan hasil penelitian ini terlihat
bahwa hasil algoritma LSTM memiliki performa yang lebih baik
dibandingkan dengan hasil dari model regresi linier yang telah disebutkan.

¢ Nilai MSE dan MAE yang lebih rendah pada algoritma LSTM
menunjukkan bahwa model LSTM memiliki tingkat kesalahan
yang lebih kecil dalam memprediksi data.

e Nilai R2 yang lebih tinggi pada algoritma LSTM menunjukkan
bahwa model LSTM lebih baik dalam menjelaskan variabilitas data
dibandingkan dengan model regresi linier.

Penelitian dari Aulia Herdhyanti menggambarkan evaluasi performa
model dalam memprediksi curah hujan. Pada penelitiannya, perbandingan
dilakukan berdasarkan nilai Mean Squared Error (MSE) antara model
terbaik dan terburuk. Hasilnya menunjukkan bahwa model dengan MSE
lebih rendah memiliki tingkat kesalahan prediksi yang lebih kecil.
Sementara itu, pada penelitian ini, perbandingan dilakukan berdasarkan
Root Mean Squared Error (RMSE) dan Mean Absolute Error (MAE) dari
model dengan performa terendah dan tertinggi. Model dengan RMSE dan
MAE lebih kecil menunjukkan prediksi yang lebih akurat. Dengan demikian,
kedua penelitian menunjukkan bahwa prediksi curah hujan yang lebih
akurat dibuat oleh model dengan tingkat kesalahan dan akurasi yang lebih
rendah.
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BAB V
PENUTUP

5.1 Kesimpulan

Dari hasil penelitian yang telah penulis lakukan, Penulis mencapai beberapa

kesimpulan dari penelitian ini, antara lain :

1. Proses analisis curah hujan menggunakan metode LSTM melibatkan
beberapa tahap, mulai dari analisis korelasi dan distribusi data hingga
pelatihan model LSTM untuk menangkap pola temporal yang kompleks.
Analisis awal menunjukkan bahwa hubungan antara tanggal dan curah
hujan sangat lemah, yang menegaskan pentingnya penggunaan metode
yang lebih canggih seperti LSTM untuk prediksi yang lebih akurat.

2. Pada data pelatihan (train), epoch 200 menunjukkan RMSE terendah
(12.45) dan MAE tertinggi kedua (6.65), yang menunjukkan performa
model yang lebih baik dengan nilai RMSE terendah. Dan pada data
pengujian (test), epoch 50 menunjukkan MAE terendah (6.38) dan salah
satu RMSE tertinggi kedua (20.27), yang menunjukkan performa yang
lebih baik dalam hal MAE terendah.

kesimpulan yang dapat ditarik adalah bahwa pada Epoch 200, model
menunjukkan performa terbaik untuk data pelatihan dengan RMSE terendah,
sementara pada Epoch 50, model menunjukkan performa terbaik untuk data
pengujian dengan MAE terendah.
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5.2 Saran

Peneliti berharap peneliti lain dapat mengembangkan penelitian ini lagi.
Saran yang dapat dibuat oleh peneliti adalah:

1. Peneliti dapat meningkatkan hasil penelitian dengan menambahkan
parameter dan teknik tambahan, dan membandingkan teknik mana yang
lebih baik untuk diterapkan pada penelitian berikutnya.

2. Dapat menambahkan data yang digunakan untuk mendapatkan nilai
prediksi yang baik dan nilai akurasi yang akurat.
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LAMPIRAN

# import library

import pandas as pd

import numpy as np

import matplotlib.pyplot as plt

from sklearn.preprocessing import MinMaxScaler

from sklearn.model selection import train test split
from sklearn.metrics import mean squared error

from sklearn.metrics import mean absolute error
import tensorflow as tf

from tensorflow.keras.models import Sequential

from tensorflow.keras.layers import LSTM, Dense, Dropout

from tensorflow.keras.optimizers import Adam
# Membaca dataset
cliE = jorl, kel =rc@ll (WDE e St el SR )

df

# Preprocessing dataset

df['RR'] = df['RR'].replace (8888, pd.NA)
iR RETang=lNN IR eEE. ol da t et 1me (JiNMERanc ool RCrmalE=: % d—
Tm—-%Y")

numeric columns =
df.select dtypes (include=[np.number]) .columns

df [numeric columns] = df[numeric columns].interpolate ()
df = df.dropna ()
df.isnull () .sum{()

# Menyiapkan data

input features = ['RR']
output features = ['RR']
x = df [input features].values

y = df[output features].values
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scaler = MinMaxScaler (feature range=(0, 1))

X scaled = scaler.fit transform(x)

y scaled = scaler.fit transform(y)

x train, x_ test, y train, y_ test =
train test split(x scaled, y scaled, test size=0.2,
shuffle=False)

# Membuat sequences
timesteps = 30
n features input = len(input features)

n_fegiEuiseisouaplisN=icni(cliEo U EFEEElEtEES)

dEENCEECENSEqtce NCESHEY Vol | TICHls Be DS)R:
x_seq, y_seq = [], []
iE@iE ol alnl waulere (Lem §d)  — ekl [fis cEo sk
ERSCOREERC IO X @il + ET mcYsiEeEis 1))
y seg.append(y[i + time steps])

RelEliEn: N We MeahAGE s Rl nPOMElr r SREGANSET)

R cEgdln. 8e&g, y train seq = crga el segiienEESHEERacEay
y train, timesteps)

e St SEE), W Cesrwsclefilk- CcirecitSSIeepnces (O EESIE, o7 Lol
timesteps)

print(x train, y train, timesteps)

# Build and train the model
model = Sequential ()

model.add (LSTM (60, input shape=(timesteps,
n features input), return sequences=True))

model.add (Dropout (0.2)) # Tambahkan dropout 20% untuk
mencegah overfitting

model.add (LSTM (60))

model.add (Dropout (0.2)) # Tambahkan dropout 20% untuk
mencegah overfitting

model.add (Dense (n_features output))

model.compile (loss="mean squared error',
optimizer=Adam(learning rate=0.0001), metrics=['accuracy'])
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hist = model.fit(x train seqg, y train seq, epochs=75,
batch size=32, validation data=(x test seq, y test seq))

# Membuat Scatter Plot pada Hasil Training dan Validation
# Training
train loss = hist.history['loss']

train acc = hist.history['accuracy'] if 'accuracy' in
hist.history else None

# Validation
val loss = hist.history['val loss']

val aCERSRLEERhEiSiEorAREZENY o @ctizacyal B Sy MEIcEracy ' in
hist.history else None

# Plot Loss

plt.figure(figsize=(12, 4))

PlLE . Sulope e (AL, 2, i)

lkic sl (ihazkln JloEE,  algall=dk: shlnukoie] IO y, ik eie=10)'")
plt.plot(val loss, label='Validation Loss', marker='x')
plt.title('Training and Validation Loss Over Epochs')
plt.xlabel ('Epoch")

plt.ylabel ('Loss')

plt.legend ()

# Plot Accuracy (if available)
if NemahialccCmanclva 1 *aeer:
PURESSSGIORIFO Ty 1 e, 2)

plEEplEt (traSin®acc, label="Training Accuracy',
marker='o")

plt.plot(val acc, label='Validation Accuracy',
marker="'x")

plt.title('Training and Validation Accuracy Over
Epochs')

plt.xlabel ('Epoch')
plt.ylabel ('Accuracy')
plt.legend()
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plt.tight layout()
plt.show ()

# Make predictions
trainPredict = model.predict (x train seqg, batch size=32)
model.reset states()

testPredict = model.predict(x test seq, batch size=32)

# Invert predictions
trainPredict = scaler.inverse transform(trainPredict)

testPredict = scaler.inverse transform(testPredict)

# Memastikan panjang yang konsisten

. iEreeuln aieicuaLl =
seaificrERtiinverRselft renisiEerm (vl r abfnl SEek, r S hap clCHIRNININR R

y test actual =
SERLETE  LNVEESE  (CaEispgeren (17 [He¥s © metewe) , megEpE (=1, 1)) [889]

# Membuat DataFrame untuk hasil prediksi

df train pred = pd.DataFrame ({'Data Agilal Vg
y train actual.flatten(), 'Prediksi':
trainPredict.flatten () })

cissEe siclipred = pd.DataFrame ({ 'Data ALV
yalfSscCEueNEiEtSEanl() , INIENAECENk S 1 . JseEieRrechicERiEliE =t e () })

# Menyimpan hasil prediksi ke dalam file Excel

d iEckineRecMEole xcel (' train, predictiomishEsisEay
index=False)

df test pred.to_excel ('test predictions.xlsx', index=False)

# Menampilkan lokasi penyimpanan hasil prediksi

print ('Hasil prediksi training telah disimpan di:
train predictions.xlsx')

print ('Hasil prediksi testing telah disimpan di:
test predictions.xlsx')

# Invert predictions

trainPredict = scaler.inverse transform(trainPredict)
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y train actual =
scaler.inverse transform(y train seq.reshape(-1, 1))

testPredict = scaler.inverse transform(testPredict)

y test actual =
scaler.inverse transform(y test seqg.reshape(-1, 1))

# Memastikan panjang yang konsisten

y train = y train[:3444]

trainPredict = trainPredict[:3444]

y test = y test[:839]

testPredict = testPredict[:839]

print ('trainPredict shape:', trainPredict.shape)

print ('testPredict shape:', testPredict.shape)

# Calculate root mean squared error

trainScore = np.sqgrt (mean squared error (y train actual,
trainPredict.flatten()))

print ('Train Score: %.2f RMSE' % trainScore)

testScore = np.sqgrt(mean squared error(y test actual,
testPredict.flatten()))

print ('Test Score: %$.2f RMSE' % testScore)

# Menghitung MAE
mae train = np.mean(np.abs(y train - trainPredict))

S EEEE = mg mERl (infe . clolsH {iy” Eete — degicPireehieit)) )

# Menampilkan hasil

print (\MEEcEin Sc@rckf sm? FPWAEN sH(NBEciEran) )

SRR [ESE. SCOEESE. ol MAL L & (MEE CEST) )

# Plot hasil prediksi untuk data training
plt.figure(figsize=(15, ©6))

plt.plot(y train actual, label="Actual (Training) ',
color="blue')

plt.plot (trainPredict, label="'Predicted (Training) ',
color="'orange')

plt.title('Actual vs Predicted (Training) ')
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plt.xlabel ('Data Index')

plt.ylabel ('Value')

plt.legend()

plt.show ()

# Plot hasil prediksi untuk data training
plt.figure(figsize=(15, 6))

plt.plot(y train actual, label="Actual (Training) ',
color='blue')

plt.plot (trainPredict, label="Predicted (Training) ',
color='orange')

plt.title('Actual vs Predicted (Training)')
plt.xlabel ('Data Index')

plt.ylabel ('Value')

plt.legend()

plt.show ()

# Plot hasil prediksi untuk data training dan data testing
OILE  iEalejibhc X il FalHE= (115, §))

# Plot data asli (bdiru)

plt.plot(y train actual, label="Actual (Teadmaney) v,
color="blue')

plt.plot (np.arange(len(y train actual), len(y train actual)
i len(y test actual)), Y. tesielEEtichlNy label="Actual
(Testing) ', color='blue')

# Plot prediksi untuk data pelatihan (orange)

plt.plot (trainPredict, label='Predicted (Training) ',
color='orange')

# Plot prediksi untuk data uji (hijau)

plt.plot(np.arange(len(y train actual), len(y train actual)
+ len(y test actual)), testPredict, label="Predicted
(Testing)', color='green')

plt.title('Actual vs Predicted')
plt.xlabel ('Data')

plt.ylabel ('RR'")

plt.legend()

plt.show ()
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